R-Skript	Beispiel Formel
Setzen des Arbeitsverzeichnisses: setwd(„<Pfad>“)
Lesen von Daten: data <- read.table(„<Datensatz.txt>“, header=TRUE, sep="\t")

1. Rechnen / Taschenrechner
Addieren/Addition/Plus/Minus/Subtraktion: 3+5 , 7–4 
Mal/Multiplizieren/Multiplikation: 7*8  Punkt- vor Strich: 3+5*2 = 13
Durch/Division: pi/2.5  ganzzahlig: 16%/%3 – Rest 16%%3
Exponentiation: 3^5 
Wurzel: sqrt(4) = 2

2. Logische Werte
Gleich/Kleiner/Größer: 3 == 3; 3<5, 3>2
Ungleich: „Justus“ != „Marius“
Wahr/Falsch: TRUE / FALSE  muss in Capslock
Datentyp einer Variable / Art einer Variable: mode(Objektname)
ODER: | 	UND: &
3. Vektoren erstellen
Vektor selbst erstellen: c(2, -1, 1.5, 0.5) / c(„Anton“, „Bruno“, „Peter“)
Regelmäßige Sequenzen: 
1 bis 10: 	seq(from=1, to=10, by=1)	ODER	1:10
	(2,4,6,8)	seq(from=2, to=8, by=2)

Vektor mit wiederholtem Inhalt: rep(„bla“, 3) = c(„bla“, „bla“, „bla“)

4. Zugreifen auf / Eigenschaften von Vektoren 
Länge eines Vektors: length(„Vektor“)
Zugreifen auf einzelnen Wert: Vektorname[Index]  Vektorname[2]  2. Stelle des Vektors
Welchen Index hat bestimmter Wert: which()  which(Vektorname == „Claus“)
Zufällige Auswahl aus Vektor, z.B. 6 Werte ohne zurücklegen: 
· sample(Vektorname, size = 6, replace = FALSE)



5. Normalverteilungen
Verteilungsfunktion der Standard-Normalverteilung: pnorm()
· pnorm(1) = 0,8413447  84,13% aller Werte einer Standardnormalverteilung sind < 1
Normalverteilung einer konkreten Stichprobe (n-dimensional): rnorm(n)
6. Weitere Verteilungen
Gleichverteilung: runif()
t-Verteilung: rt()
Cauchy-Verteilung: rcauchy()
7. Datenstrukturen / Dataframes
Eigenen Dataframe erstellen:
Daten <- data.frame (Name=c(„Hans“, „Peter”), Geschlecht=c(„w“,“m“), Alter=c(26,38))
Daten ändern: fix(Daten)
Sortieren: sort() , order()
Statistische Übersicht über Datensatz: summary(Daten)
Umfang der Daten: dim(Daten)
Spalten anzeigen: str(Daten) oder head()  Einzelne Spalte: Daten$Spaltenname
Einzelnen Wert/Spalte/Zeile ausgeben: Daten[2,3] / Daten[,3] / Daten[2,]
Filtern nach Bedingung: subset(Daten, Geschlecht == „m“)
Duplikate erkennen: duplicated() 
Fehlende Werte erkennen: is.na() 
 Formel um 0 zu NA zu machen: is.na(Daten$Alter) <- Daten$Alter==0

8. Statistische Maßzahlen / Statistik
Statistische Übersicht über Datensatz: summary(Daten)
Mittelwert/arithmetisches Mittel: mean(Daten$Alter)
Standardabweichung: sd()
Median: median()
Mittlere absolute Abweichung: mad()
Varianz: var()
Korrelationsmatrix: cor()
Minimum/Maximum: min() / max()
Spannweite / Vektor mit Minimum und Maximum: range()
Summe: sum()
Kumulative Summe: cumsum()
Produkt: prod()
Quantile: quantile(…, probs=…)  0, 0.25, 0.5, 0.75, 1.0

9. Grafiken
Histogram: hist()
· hist(Daten$Alter, xlab = „Alter[Jahre]“, ylab=“Anzahl“, main=“Altersstruktur“)
Boxplot: boxplot()
· Ein Boxplot: boxplot(Daten$Groesse, ylab=“Größe [cm]“, main=„Größenverteilung“)
· Zwei Boxplots – z.B. Vergleich Anfang und Endwert oder zwei Gruppen: 
boxplot(Daten$Anfangswert, Daten$Endwert; names=c(„Anfang“, „Ende“), ylab =“BMI“, main = „BMI-Vergleich“)
· Zwei Boxplots nach Gruppen – z.B. Nebenwirkungen ja/nein
boxplot(BMI-Abnahme ~ Nebenwirkungen, data=Daten)
Streuplot: plot( y ~ x, data = Daten), z.B. Einfluss des Anfangs-BMI auf BMI_Diff
· plot( BMI_Diff ~ BMI_Anfang, data =Daten)
QQ-Plots: qqnorm(Daten, main=““) 
· Test ob Stichprobe aus Normalverteilung kommt
· qqnorm(Daten$Blutdruck, main=QQ-Plot des Blutdrucks zur Normalverteilung“)
· Orientierungslinie:: qqline(Daten, col=“red“, lty=2)

10. Berechnungen
Neue Spalte durch Berechnung aus weiteren Spalten:
· Daten$BMI_Diff <- Daten$BMI_Anfang – Daten$BMI_Ende
Funktionen erstellen, Bsp.: BMI-Berechnung:
· bmiFun <- function(weight, size)
{
     result <- weight / (size/100)^2
     return(result)
}

Funktion nutzen, um neue Spalte zu erstellen:
· daten$BMI_Anfang <- bmiFun(Daten$Gewicht_A, Daten$Groesse)
Berechnung von Konfidenzintervallen
Bsp: 95%, Normalverteilung
· mean(Daten$BMI + c(-1,1) * qnorm(0,95/2) * sd(Daten$BMI)/sqrt(length(Daten$BMI))
Bsp: 99,9%, t-Verteilung
· mean(Daten$BMI + c(-1,1) * qt(0,999/2, length(Daten$BMI)-1) * sd(Daten$BMI)/sqrt(length(Daten$BMI))
Berechnung absoluter Häufigkeiten:  table(Vektor bzw. sample)
Berechnung relativer Häufigkeiten: table(Vektor bzw. Sample) / length(Vektor)
Kontingenztafel /4-Felder-Tafel/Vier-Felder-Tafel
· Kontingenztafel <- table(Daten$Medikament, Daten$Nebenwirkungen)
· Randsummen hinzufügen: addmargins(Kontingenztafel)
· Relative Häufigkeiten ausrechnen: prob.table(Kontingenztafel, margin=1L) 
· margin=Anteil pro Zeile

11. Testen
T-Test / Welch T Test:
Zielgröße für 2 Vergleichsgruppen in einer Spalte, ungepaart
· t.test(BMI ~ Gruppe, data=DATEN,
paired = FALSE, #ungepaarte SPs
var.equal = FALSE, #Welch-Test (statt t.Test)
mu = 0, #Mittelwertunterschied unter H0
altrenative = „two.sided“) #2-seitiger Test

gepaarte Zielgröße, z.B. Anfang und Ende einer Studie 
· t.test(Daten$BMI_Anfang, Daten$BMI_Ende, paired = TRUE)
U-Test / Wilcoxon-Mann-Whitney-Test:
Test zur Mittleren Lage, keine Normalverteilung nötig, Vergleich der Mediane statt Mittelwerte
· wilcox.test(BMI ~ Gruppe, data=Daten)
Chi-Quadrat-Test / x² Test
· chisq.test(Kontingenztafel)

12. ANOVA (Analysis Of Variance) / Test mehrerer Gruppen
Untersuchung ob und wie sich Erwartungswerte in metrischen Messgrößen in verschiedenen Gruppen unterscheiden. Erweiterung der t-Tests und U-Tests auf mehr als zwei Gruppen. Nullhypothese = alle Mittelwerte/Erwartungswerte gleich. Dabei wird getestet, ob die Variabilität der Messgröße zwischen den Gruppen größer ist als die Variabilität der Messgröße innerhalb der Gruppen. Je größer die Variabilität zwischen den Gruppen im Verhältnis zur Variabilität innerhalb der Gruppen, desto mehr Evidenz liegt für einen globalen Mittelwertunterschied zwischen den k Gruppen vor.
Voraussetzungen:
· Messwerte innerhalb der Gruppen aus normalverteilten Grundgesamtheiten
· Varianzhomogenität innerhalb der Gruppen (Varianzen müssen gleich sein)
· Messwerte müssen zufälligen Zufallsvariablen entstammen
[image: Ein Bild, das Text enthält.

Automatisch generierte Beschreibung]
ANOVA durchführen: BMI_ANOVA <- aov(BMI ~ Gruppe, data=Daten)
ANOVA-Tabelle: summary(BMI_ANOVA)




13. Überlebenszeitanalyse / Ereigniszeitanalyse
Library(survival)
sfit <- Surv(Daten$Zeit, Daten$Event == “yes“)
sfit
mfit <- survfit(Surv(Zeit, Event ==”yes”) ~ Gruppe, data=Daten)
mfit
Erstellen der Kaplan-Meier Kurven:
· plot(mfit, mark.time=T, xlab="Time (Months)", ylab="S(t)", lty=c(19,20),col=c("red","blue")
· legend("bottomleft", legend=c("control", "Prednisolon"), lty=c(19,20),col=c("red","blue"))
· Zensierungen als + dargestellt
Logrank Test
· Liegt ein statistisch signifikanter Unterschied zwischen den Gruppen vor?
· logrank <- survdiff(Surv(Zeit, Event == „yes”) ~ Gruppe, data=Daten)
logrank

14. Lineare Regression
Datensatz lessen: data(datensatz)
Missings entfernen: datensatz <- datensatz[complete.cases(datensatz),]
Neue Spalte: datensatz$neueSpalte <- …
Einteilung eines metrischen Wertes in Klassen: factor( <Bedingung> , labels = c(„Name“, „Name 2“))
14.1. Univariate Plots
Metrische Größen: Histogramme und Boxplots
 boxplot(datensatz$Bsp) 
 hist(datensatz$Bsp)
Wenige Datenpunkte: Dotplot
 stripchart(datensatz$Bsp, method = „jitter“)
Kategoriale Größen: Balkendiagramme
 plot(datensatz$Bsp)
 um Zahlenwerte als kategroiale Größe zu behandeln: plot(as.factor(datensatz$Bsp)) 
14.2. Bivariate Plots
Metrisch vs. Metrisch: Streuplot
 plot(Bsp1 ~Bsp2, data = datensatz) >> Bsp1 auf y-Achse und Bsp2 auf x-Achse
 Trendlinie einzeichnen: lines(lowess(x = datensatz$Bsp2, y = datensatz$Bsp1, col = „green“, lty = „dashed“)
 Gerade einzeichnen: abline(a = ß0-Wert, b = ß1-Wert, col = „green“, lty=“dashed“)
Metrisch vs. Kategorial: Boxplot (bei wenigen Beobachtungen auch Dotplot)
 boxplot(Bsp1 ~Bsp2, data = datensatz)
 bei wenigen Beobachtungen Dotplot:	stripchart(Bsp1 ~Bsp2, data = datensatz, vertical =
 						TRUE,  method = „jitter“)
 Kategorial vs metrisch: konditionaler Dichteplot
 cdplot(Bsp1 ~ Bsp2, data = datensatz)
Kategorial vs kategorial: Kreuztabelle/Kontigenztabelle
 xtabs(~Bsp1 + Bsp2, data = datensatz)
 grafisch: mosaicplot(Bsp1 ~Bsp2, data = airquality)

14.3. Methode der kleinsten Quadrate: 
14.3.1. selbst gemacht (Schätzung von ß0 + ß2)
Modellvorhersage mit abline im Streuplot 
 z.B. abline(a=30, b= 0.9)
 predicted <- 30 + 0.9 * ergo$Belastung
 diff <- ergo$HF – predicted
 sum(diff^2)
 drawLine <- function(beta0, beta1) {
 	predicted <- beta0 + beta1 * ergo$Belastung diff <- ergo$HF – predicted
 	rss <- sum(diff^2)
 	yRange <- range(0, predicted, ergo$HF)
 	plot(HF ~ Belastung, ergo, ylim = yRange)
 	abline(beta0, beta1, col = "red", lty = "dashed")
 	segments(ergo$Belastung, predicted, ergo$Belastung, ergo$HF)
 	rss
 	}
 Funktion mit drawLine(beta0, beta1) aufrufen
14.3.2. mit R (so machen!!!!)
model <- lm(HF ~ Belastung, data = ergo)
model  zeigt Informationen zum Modellobjekt
confint(model)  berechnet Konfidenzintervalle CI

14.4. Vorhersagen aus Modell
predict-Funktion
1. Werte bestimmen, für die geschätzt werden soll: vorhersage <- data.frame(Prädiktor = c(Wert1, Wert2))
a. vorhersage <- data.frame(Belastung = c(125, 1000))
2. Vorhersage rechnen: 
a. Spalte für geschätzten Wert definieren: vorhersage$HF
b. Formel anwenden: predict(model, newdata = vorhersage)
c. Finale Formel: vorhersage$HF <- predict(model, newdata = vorhersage)
3. Konfidenzintervalle berechnen: 
a. predict(model1, newdata = vorhersage, interval = "confidence")
4. Intervall in dem 95% der Einzelwerte liegen werden:
a. predict(model1, newdata = vorhersage,interval = "prediction")

14.5. Modellgüte: Bestimmtheitsmaß B / R^2 
Einfaches lineares Modell:
Summary(modell)  adjusted R-squared
Bsp: adjusted R-squared: 0,83  83% der Varianz in der untersuchten Variable kann durch den Prädiktor erklärt werden

14.6. Diagnostik im linearen Modell / Modelldiagnostik
Die folgenden Punkte sollten überprüft werden: 
1. Annahmen an Verteilung der Residuen:
a. Die Residuen sind normalverteilt.
b. Die Varianz der Residuen ist konstant - unabhängig davon, wie groß der vor- hergesagte Wert ist, streuen die tatsächlichen Beobachtungen mit der gleichen Amplitude nach oben und unten.
c. Die Residuen sind unabhängig voneinander.
2. Ungewöhnliche Beobachtungen (Ausreißer, Datenpunkte mit starkem Einfluss?) 
3. Struktur des Modells (linearer Einfluss der Prädiktoren auf die Zielgröße?)

14.6.1. Diagnostische Plots
Vier diagnostische Plots durch: plot(model)
 Anzeigen aller Plots in einer Grafik: par(mfrow = c(2,2))
 Zurücksetzen der Grafikeinstellungen: par(mfrow = c(1,1))

1. Residuals vs Fitted
Angepasste Werte der Zielgrößen gegen Residuen
 Die rote Linie sollte ungefähr waagerecht in der Nähe der Nulllinie laufen.

Fragen:
· Ist die Struktur des Modells korrekt? Typische Annahmenverletzung: für Teilintervalle weichen Residuen auffällig oft ab.
· Ist die Varianz konstant? Typische Annahmenverletzung: bei größerem vrohergesagten Wert wird die Streuung ungewöhnlich größer

2. Scale location
Angepasste Werte der Zielgrößen gegen Wurzel des Betrages der standardisierten Residuen
 da Erwartungswert bei 0,8, sollte rote Linie im Mittel ca. bei 0,8 liegen

3. Normal Q-Q
Bei Normalverteilung erwartete gegen beobachtete Residuen
 Werte liegen auf einer Gerade = Residuen sind normalverteilt

4. Residuals vs Leverage
Leverage (Maß, wie stark der Fall die Parameterschätzung beeinflussen kann) gegen standardisierte Residuen
 Die Cook’s Distance ist höhenlinienartig in dem Plot durch die gestrichelten roten Linien dargestellt. Punkte mit einer großen Cook’s Distance sollten noch einmal kritisch geprüft werden!
[image: Ein Bild, das Text, Diagramm, Reihe, Plan enthält.

Automatisch generierte Beschreibung]
14.6.2. Ausreißer entfernen
Mit subset: in obigem Beispiel (s. Bilder) ist Punkt 12 Ausreißer. Wir wollen diesen entfernen
 model_subset <- lm(y n x, data = datensatz, subset = -12)
Erklärung: -12: die 12 wird entfernt // 12: Es wird nur die 12 behalten. So können also auch Datensätze auf wenige Einzelne Fälle beschränkt werden.
Anschließend kann mit summary(model_subset) geprüft werden, ob sich etwas an der Interpretation des Modells geändert hat (Signifikanz).

14.7. Quadratische Einflüsse im linearen Modell
Ebenfalls über lm-Effekt: lm(y ~ x + I(x^2), data = <dataframe>)
Grafik:
· plot(y ~ x, <dataframe>) # Punkte darstellen
· points(fitted(model5) ~ x, data = dataframe, col = "green", pch = 16) 

14.8. Lineare Modelle mit mehreren Prädiktoren
Ausschließlich metrische Prädiktoren. Mulitple lineare Regression
Ausschließlich kategoriale Prädiktoren: Varianzanalyse (ANOVA)
Kombination: Kovarianzanalyse (ANCOVA)
 Modellanpassung analog zur einfachen linearen Regression
Modell ohne Interaktion:
Model <- lm(Zielvariable ~ Prädiktor1 + Prädiktor2 + Prädiktor3, data = datensatz)
Bsp:
multiples lineares Modell
     mod_fruitfly1 <- lm(longevity ~ activity + thorax + type,fruitfly)
     summary(mod_fruitfly1)
[image: Ein Bild, das Text, Screenshot, Schrift, Dokument enthält.

Automatisch generierte Beschreibung]
Interpretation: Das vorliegende additive lineare Modell beschreibt den Zusammenhang zwischen thorax und longevity bei männlichen Fliegen durch eine Gerade mit Anstieg 71.89. Wo die Gerade verankert ist, hängt gemäß Modell allerdings von activity und type ab. Diese beiden Faktoren sorgen jeweils für eine Parallelverschiebung der Geraden, so dass das Modell insgesamt 2x2 = 4 Geraden beschreibt. Für die Bestimmung der Verankerung der Geraden ist wichtig, welche Gruppe die Referenzgruppe ist. Bei R ist standardmäßig die in alphabetischer Reihenfolge erste Kategorie die Referenenzgruppe, in unserem Beispiel sind das für activity die sexuell nichtaktiven Fliegen (”no“ vor ”yes“) und bei type der Typ A. Der geschätzte Intercept 23.37 entspricht dem Wert der Zielgröße longevity bei einer Thoraxgröße von 0 in der Referenzgruppe der enthaltsamen Fliegen vom Referenztyp A. Der Koezient für activity beschreibt die parallele Verschiebung der Geraden, wenn man auf die aktiven Fliegen eines Typs im Vergleich zu den inaktiven Fliegen gleichen Typs schaut. Konkret schätzt das Modell für sexuell aktive Fliegen eines fixen Typs mit einer bestimmten, fixen Thoraxgröße ein um 9.32 kürzeres Leben als enthaltsame Fliegen gleichen Typs und mit gleicher Thoraxgröße. Entsprechend erwartet das Modell, dass Fliegen vom Typ B im Mittel 0.25 kürzer leben als vergleichbare Fliegen (d.h. gleiche Aktivität und gleiche Thoraxgröße) vom Typ A. 
 für Diagnostik neben plot() zusätzlich library(faraway) prplot(model, Nummer des gewünschten Prädiktors
 Bestimmtheitsmaß R-squared / B wird nun wie folgt interpretiert: das Modell erklärt <Wert des R-sqaured> Prozent der beobachteten Varianz

14.9. Modellauswahl lin. Modelle
Ziel: Beschränkung des Modells auf relevante Prädiktoren
Backwards-Selection:
1. Start mit allen Prädiktoren: model <- lm(x ~a + b + c + a:b, data= datensatz)
2. Entferne den Prädiktor mit dem größten P-Wert, größer als acrit: drop1(model, test = „F“)
3. Test für angepasstes Modell und dann zu Schritt 2: 
model2 <- update(model, .~. - <zu entfernende Variable>)
4. Stoppe, wenn alle p-werte kleiner als acrit sind


14.10. Interaktionsmodelle
Aufrufe:
1. Model <- lm(x ~ a + b + a:b, data = datensatz)
2. Model <- lm(x ~ a * b, data = datensatz)
Beispiel:
[image: Ein Bild, das Text, Screenshot, Schrift, Dokument enthält.

Automatisch generierte Beschreibung]
Interpretation:
· Interaktion zwischen thorax und activity: Geraden longevity und thorax verlaufen nicht parallel
· Zuwachs der Lebenszeit bei zunehmender Größe des Thorax erfolgt in beiden Gruppen mit unterschiedlichem Anstieg  Unterschied durch Interaktionsterm geschätzt
· Intercept: mittlere Lebenszeit in Referenzgruppe bei theoretischer Größe von 0
· Activityyes: Unterschied zwischen aktiven und nichtaktiven fliegen bei Thoraxgröße 0
· Thorax: Anstieg der Geraden für die referenzgruppe (nicht aktiv) wird auf 45.82 geschätzt
· Ist Thorax um 1 größer, nimmt Lebenszeit in der nicht-aktiven Gruppe um 4.58 zu
· Interaktionsterm thorax:activityyes: Unterschied der Anbstiege in beiden Gruppen
· Anstieg in aktiver Gruppe ist also 53,28 + 45,82 = 99,1  wenn Thorax in aktiver Gruppe 1 größer ist, nimmt die Lebenszeit um 9.91 zu
· Kleine aktive Fliegen sterben nach dem Modell im Mittel früher als kleine nicht-aktive Fliegen, der Unterschied verringert sich aber bei zunehmender Größe  schließlich leben bei großem Thorax aktive Fliegen im Mittel länger



14.11. Visualisierung von Modellen
Bsp:
plot(longevity ~ thorax, data = fruitfly, main = "Fruitflies",
     col = ifelse(fruitfly$activity == 'yes', 'red', 'blue'),
     pch = ifelse(fruitfly$activity == 'yes', 17, 15)
     )

Gerade des Modells einzeichnen:
 Koeffizienten (betas) berechnen: betas <- coef(model)
 nicht-aktive Fliegen: abline(a = betas[1], b = beats[2], col = „blue”)
 aktiver Fliegen: abline(a = betas[1] + betas[3], b = betas[2] + betas[4], col = „red“)
 Legende: legend(„bottomright“, legend = c(„non-active“, „active”), col = c(c(“blue”,”red”), pch(c(15,17),lwd=1)
[image: Ein Bild, das Text, Screenshot, Diagramm, Reihe enthält.

Automatisch generierte Beschreibung]


15. Logistische Regression
15.1. Modellanpassung
Grundfunktion: model <- glm(Zielvariable ~ Prädiktor, data = datensatz, family = binomial)
Bsp.: 
[image: Ein Bild, das Text, Screenshot, Schrift, Zahl enthält.

Automatisch generierte Beschreibung]
 signifkanter Zusammenhang zwischen direkter Verbrennung und Risiko zu versterben
 erster Koeffizient (ß0) beschreibt geschätztes Logit (logarithmisiertes Odds) in der Refrenzkategorie (Flame=no) 
 	 bei metrischer Variable wäre es der Schnittpunkt mit y-Achse
 zweiter Koeffizient (ß1): Unterschied zwischen beiden Gruppen auf Ebene der Logits
! In R wird immer diejenige Kategorie zur Referenz die alphabvetisch die erste ist !
15.2. Berechnung von Logits in Odds / Odds-Ratios: exp(coef(model))
Kategorialer Prädiktor
[image: Ein Bild, das Text, Schrift, weiß, Quittung enthält.

Automatisch generierte Beschreibung]
 erster Koeffizient: Odds zu versterben (Flame=no)
 zweiter Koeffizient: Odds-Ratio zwischen beiden Gruppen  Odds für Flameyes berechnet sich aus Produkt (erster Koeffizient * zweiter Koeffizient)
Metrischer Prädiktor:
[image: Ein Bild, das Text, Schrift, weiß enthält.

Automatisch generierte Beschreibung]
 erster Koeffizient: Odds zu versterben für x=0
 zweiter Koeffizient: Odds Ratio zwischen zwei „Patienten“ die sich im x-Wert um 1 Einheit unterscheiden
 Bsp: zwei Patienten unterscheiden sich um 10 TBSA: exp(coef(model)[2]^10

15.3. Umrechnung von Logits in Wahrscheinlichkeiten
[image: Ein Bild, das Schrift, Text, weiß, Handschrift enthält.

Automatisch generierte Beschreibung]
1. Zielvariable in True/False kategorisieren: burn$death2 <- burn$death==”Dead”
 neue Spalte enthält TRUE für Verstorbene und FALSE für Überlebende
2. Umrechnung:
# Darstellung als Streudiagramm
plot(Death2 ~ TBSA, data = burn)
# Umrechnen der Logits in Wahrscheinlichkeiten anhand der angegebenen # Formel. beta0 und beta1 werden mit coef(logmodel2)
# aus dem angepassten Modell ausgegeben.
betas <- coef(logmodel2) 
curve(  exp(betas[1] + betas[2]*x ) /
          ( 1 + exp(betas[1] + betas[2]*x )  ),
        from = 0, to = 100, add=TRUE )

15.4. Modellauswahl log. Modelle
Ziel: Beschränkung des Modells auf relevante Prädiktoren
Backwards-Selection:
1. Start mit allen Prädiktoren: model <- glm(x ~a + b + c + a:b, family = binomial, data= datensatz)
2. Entferne den Prädiktor mit dem größten P-Wert, größer als acrit: drop1(model, test = „Chisq“)
3. Test für angepasstes Modell und dann zu Schritt 2: 
model2 <- update(model, .~. - <zu entfernende Variable>)
4. Stoppe, wenn alle p-werte kleiner als acrit sind

15.5. Gruppenvergleiche
Ziel: vergleich von kategorisierten Gruppen durch Modelle
1. Faktorisierung von metrischen Größen: 
daten$Bezeichnung <- factor(daten$variable <= <Wert>, levels = c(FALSE,TRUE), labels=c(„no“,“yes“))
2. Aufnahme in das Modell: model <- update(model, .~. + Bezeichnung)
3. Modelloptimierung via drop1()
4. Interpretation wie üblich

15.6. Anpassungsgüte
Hosmer-Lemeshow-Test: Formel müsste gegeben werden
Nullhypothese: die vom modell berechneten Wahrscheinlichkeiten passen zu den Beobachteten
 hoher p-Wert: Modell passt zu den Daten und ist gut angepasst

15.7. Klassifizierung / Vorhersagen

1. Berechnung der Wahrscheinlichkeiten für Patienten mit predict()
burn$pred <- predict(model, type = “response”)
2. Klassifikation über Schwellwert (z.B. 50%)
Burn$pred_cat <- factor(brun$pred > 0.5, levels = c(FALSE, TRUE), labels = c(“Alive”, “Dead”))
3. Vierfeldertafel zur Einschätzung
vierfeldertafel <- xtabs(~Death + pred_cat, data=burn)
4. Berechnung Sensivität: korrekt identifizierte Fälle/(korrekt + falsch identifizierte Fälle)
104 richtig klassifiziert, 46 falsch: 104/(104+46)=0,693333 
5. Berechnung Spezifität: korrekt identifizierte Nicht-Fälle/(korrekt und falsch-identifizierte Nicht-Fälle)
von 850 Überlebenden werden 823 korrekt klassifiziert: 823/850=0,968

16. Metaanalyse
install.packages(metafor)
library(metafor)
16.1. Berechnung von Effektstärken
Funktion: escalc(measure = „<Effektstärke>“, data = datensatz, …)
 berechnet Effektstärke Yi und Varianz Vi
measure:
· „SMD“ – standardisierte Differenz der Mittelwerte
· „OR“ – Log Odds Ratio
· „RR“ – relatives Risiko
 Information zur Spaltenangabe:
[image: Ein Bild, das Text, Schrift, Screenshot, Zahl enthält.

Automatisch generierte Beschreibung]
Bsp:
calc_smd <- escalc(measure="SMD"
               ,m1i=smd_data$Treated_Mean
               ,sd1i=smd_data$Treated_SD
               ,n1i=smd_data$Treated_N
               ,m2i=smd_data$Control_Mean
               ,sd2i=smd_data$Control_SD
               ,n2i=smd_data$Control_N
               ,data=smd_data)

[image: Ein Bild, das Text, Screenshot, Schrift, Zahl enthält.

Automatisch generierte Beschreibung]
Bsp:
calc_b_OR <- escalc(measure="OR"
               ,ai=b_data$Treated_Events
               ,bi=b_data$Treated_Non_Events
               ,ci=b_data$Control_Events
               ,di=b_data$Control_Non_Events
               ,data=b_data)

Typ: RR
[image: Ein Bild, das Text, Schrift, Screenshot, Zahl enthält.

Automatisch generierte Beschreibung]
16.2. Korrektur für Hedge’s g
 bei kleinen Stichproben oder abweichenden Varianzen in den Gruppen notwendig
 wird von escalc nicht durchgeführt
# Berechnung des Korrekturfaktors
J <- (1-3/(4*(calc_smd$Treated_N+calc_smd$Control_N-2)-1)) 

# Überschreiben der alten Varianz-Werte
calc_smd$vi <- J^2*calc_smd$vi

# Anzeigen der benannten Spalten
 calc_smd[,c("Study","yi","vi")] 

Grundlegende Formel: 
[image: Ein Bild, das Text, Schrift, Quittung, Screenshot enthält.

Automatisch generierte Beschreibung]
16.3. Berechnung des summary-effects 
Fixed-effect: modell.FE <- rma(yi, vi, data = calc_data, method=”FE”, slab=<Spalte mit Autoren>)
Resultate:
· estimate = gewichtetes Mittel
· se = Standardabweichung der gemittelten Effektstärke
· zval/pval = z-Wert / p-Wert
· ci.lb / ci.ub = untere und obere Grenze des Konfidenzintervalls
Gewichte der Studien: weights(modell.FE)

Random-effects: modell.RE <- rma(yi, vi, data = calc_data, method = “DL”, slab=<Spalte m. Autoren>)
Resultate:
· estimate = Effektschätzer (bei Log-Odds muss dieser exponiert werden)
· se = Standardabweichung der gemittelten Effektstärke
· zval/pval = z-Wert / p-Wert
· ci.lb / ci.ub = untere und obere Grenze des Konfidenzintervalls
· Q = Summe der quadratischen Abweichungen der Effektstärke vom summary-Effekt
· Df = Anzahl der Freiheitsgrade
· Q-df (excess variation) = Anteil der Variabilität der durch Heterogenität der wahren Effektstärken verursacht wird
· P-Wert für Q: Wahrscheinlichkeit, dass beobachtete Heterogenität unter der Annahme einer gleichen wahren Effektstärke zufällig zustande gekommen ist
· I^2 = relatives Maß für den Anteil der excess variation an der gesamten Dispersion
· Bis 25%: niedrige Heterogenität
· 25-75%: moderate Heterogenität
· Ab 75%: hohe Heterogenität
· Tau^2 = entspricht T^2, Schätzer für die Varianz der wahren Effektstärke
· H^2 = Verhältnis der beobachteten Heterogenität zur erwarteten Effektstärke unter Annahme einer gleichen Wahren Effektstärke für alle Studien (hoher Wert = niedrige Heterogenität)

16.4. Forest Plot
Funktion: forest(model)
Beispiel für Random-effects mit log. OR:
# Grundeinstellung Grafikparameter
par(mar=c(6,4,1,2),cex=.9, font=1)
# Random-Effects-Model mit bin ̈aren Daten 
forest(res_b.RE,showweights = TRUE,digits=2
 	,xlim=c(-3.5,3.5)
 	,ylim=c(-3,9)
 	,refline=log(1)
 	,at=log(c(0.2,0.5,1,2,5)) # Einteilung x-Achse 
 	,xlab="Odds Ratio (g) and 95% confidence interval" 
 	,mlab="RE-Model Summary:"
 	,atransf=exp) # logarithm. Transformierung x-Achse 
# Spaltenbeschriftungen
par(font=1)
text(c(-3.2,1.8,2.8), 7.7, c("Study","Relative\nWeight", "Odds\nratio")) 

16.5. Publikationsbias
Funnel-Plots: funnel()
Bsp: 
funnel(res_hh.RE #rma-Object
 	,main="Funnel Plot of Standard Error by Log Odds ratio" ,pch=21 #Punkte-Typ
 	,xlab="Log odds ratio"
 	,xlim=c(-2,2) #Skalierung x-Achse
 	,ylab="Standard Error"
 	,ylim=c(0,0.8) #Skalierung y-Achse
 	,digits=2, cex=1.5) 
Rosenthals Fail-Safe N: 
 es wurde ein signifikanter p-Wert in der Metanalyse gemessen
 Frage: Wie viel Studien müssen übersehen wurden sein, damit der Effekt weiterhin signifikant ist?
 Beantwortung: Hinzufügen von Studien ohne Effekt bis Ergebnis nicht mehr signifikant ist.
 Methode umstritten! Wird nicht mehr oft angewendet!
fsn(yi,vi, data=dat.hackshaw1998, type="Rosenthal")
##
## Fail-safe N Calculation Using the Rosenthal Approach
##
## Observed Significance Level: <.0001
## Target Significance Level:   0.05
##
## Fail-safe N: 393
 sehr hohes N = größere Sicherheit
Trim and Fill:
 Annahme: Symmetrische Verteilung der Effektstärke um einen wahren Wert
1. Kleine Studien werden entfernt, bis Symmetrie besteht
2. Entfernte Studien werden mit Spiegelbildern wieder eingefügt
taf <- trimfill(res_hh.RE) 
funnel(taf #rma-Object 
 	,main="Funnel Plot of Standard Error by Log odds ratio" 
 	,xlab="Log odds ratio"
 	,xlim=c(-2,2) #Skalierung x-Achse
 	,ylab="Standard Error" 
 	,ylim=c(0,0.8) #Skalierung y-Achse 
 	,digits=2, cex=1.5) 



16.6. Subgruppenanalyse
Formelteil “mods=<>” bestimmt Moderatoren, nach denen Subgruppen gebildet werden sollen
 für kategoriale Moderatoren
Bsp:
res_bcg.RE_alloc <- rma(yi, vi
 			,mods = ~alloc # Angabe des Moderators 
 			,data = bcg_RR # Datenquelle 
 			,method="DL") 
[image: Ein Bild, das Text, Screenshot, Schrift, Dokument enthält.

Automatisch generierte Beschreibung]
 R^2: Anteil der durch eine Kovariable erklärten Varianz an der Gesamtvarianz 
 R^2 = 0%  0 % der gesamten Varianz können durch die Gruppenzugehörigkeit erklärt werden

Forest-Plot:
forest(res_bcg.RE_alloc
# Ordnen nach Behandlungsschema 
,order=order(dat.bcg$alloc)
# vertikale Begrenzung der Plot Region
,ylim=c(1, 24)
# vertikale Angabe der Position f ̈ur die Subgruppen 
,rows=c(3:4,7:13,16:19)
# x-Achsen Beschriftung
,xlab="LogRR") 
# Beschriftungen f ̈ur die Subgruppen
text(-5 # horizontale Positionierung (linker Rand) 
 	,c(20,14,5) # vertikale Positionierung 
 	,c("Systematische Verteilung", "Randomisierte Verteilung", "Alternierende Verteilung"))

16.7. Metaregression
Formelteil “mods=<>” bestimmt Moderatoren, nach denen Regression gerechnet werden soll
 für metrische Moderatoren
Bsp:
res_bcg.RE_abl <- rma(yi, vi
 			,mods = ~ablat # Angabe des Moderators 
 			,data = bcg_RR # Datenquelle 
 			,method="DL") 
[image: Ein Bild, das Text, Screenshot, Schrift, Quittung enthält.

Automatisch generierte Beschreibung]
Grafische Darstellung:
· Gewichtung der einzelnen Studien: Größe der Punkte = Inverse der Varianz
· Ist die Varianz klein, dann ist der Punkt groß
· Predict() kann für jeden Wert eine Vorhersage zum erwarteten Effektschätzer machen + Konfidenzintervall
Bsp:
# Einstellung der Grafikoptionen
par(mar=c(5,5,1,2))

# Sch?tzt das Relative Risiko der Breitengrade von 13-55 
preds <- predict(res_bcg.RE_abl, newmods=c(13:55), transf=exp)
# Berechnung f ̈ur Punktgr ̈oße
# Relative Risiken = proportional zum inversen Standardfehler 
wi <- 1/sqrt(bcg_RR$vi)
size <- 2 + 10 * (wi - min(wi))/(max(wi) - min(wi)) 


# grafische Darstellung: ln(RR) gegen Breitengrad 
plot(bcg_RR$ablat,exp(bcg_RR$yi) # X- und Y-Achse 
 	,pch=21 # Punktform
 	,cex=size # Punktgr ̈oße
 	,xlab="absoluter Breitengrad", ylab="RR"
 	,las=1 # Positionierung der Achsenbezeichnungen 
 	,bty="l" # Diagrammumrandung
 	,xlim=c(10,60) # Skalierung x-Achse
 	,log="y") # Logarithmierung der Y-Achse 
# gesch ̈atzte Werte + Vorhersageintervalle 
# lty="dashed" = gestrichelte Linie 
lines(13:55, preds$pred)
lines(13:55, preds$cr.lb, lty="dashed") 
lines(13:55, preds$cr.ub, lty="dashed") 
# zeichnet gepunktete Linie bei Y=1
abline(h = 1, lty = "dotted")
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Call:
In(formula = longevity ~ activity + thorax + type, data = fruitfly)
Residuals:

Min 1Q  Median 30 Max
-15.1110 -5.1165 0.6272 4.5039 16.6682
Coefficients:

Estimate Std. Error t value Pr(>|tl)

(Intercept) 23.3681 5.1018 4.580 1.18e-05 *x*
activityyes -9.3216 1.3008 ~7.166 7.69e-11 %kx
thorax 71.8871 6.2154 11.566 < 2e-16 *xx
typeB -0.2519 1.3036 -0.193  0.847
Signif. codes: O 'x#x' 0.001 'sx' 0.01 '*' 0.05 '.' 0.1 ' ' 1
Residual standard error: 7.105 on 116 degrees of freedom

Multiple R-squared: 0.6019,Adjusted R-squared: 0.5916
F-statistic: 58.46 on 3 and 116 DF, p-value: < 2.2e-16
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##
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#
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#
#
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#
#
#
#
#
##

Call:
In(formula = longevity ~ thorax * activity, data = fruitfly)

Residuals:

Min 1Q  Median 3Q Max
-17.0874 -4.4162 0.5808 4.0780 14.0723
Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 43.841 6.339  6.916 2.70e-10 ***
‘thorax 45.821 7.951 5.763 6.93e-08 *x*
activityyes -51.855 9.132 -5.679 1.02e-07 ***
thorax:activityyes  53.277 11.341  4.698 7.28e-06 *xx
Signif. codes: O '#*%' 0.001 '#%' 0.01 '%#' 0.05 '.' 0.1 ' ' 1
Residual standard error: 6.513 on 116 degrees of freedom

Multiple R-squared: 0.6654,Adjusted R-squared: 0.6568
F-statistic: 76.9 on 3 and 116 DF, p-value: < 2.2e-16




image5.png
Fruitflies

2
s
s
s
z 8
H
2 o |
o ~
P
8
o
2 —=— non-active
A —— active
2 T T T ; T T
0.5 0.6 0.7 08 0.9 1.0 1.1
thorax

Je groBer der Thorax der minnlichen Fruchtfliegen ist, desto linger leben diese im Mit-
tel (positiver Koeffizient fiir thorax und auch positiver Interaktions-Koeffizient). Die-
ser Zusammenhang ist ausgeprigter bei sexuell aktiven Fliegen (positiver Interaktions-
Koeffizient). Sexuell aktive Miinnchen mit kleinem Thorax (< 1) haben im Mittel eine
geringere Lebenzeit im Vergleich mit enthaltsamen Ménnchen (negativer Koeffizient fiir
activity).
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logmodeli <- glm(Death~Flame, data = burn, family = binomial)

sumary (Lognodel1)

##

## Call:

## gln(formula = Death ~ Flame, family = binomial, data = burn)
##

## Deviance Residuals:

##  Min 1 Median 3Q Max

## -0.7510 -0.7510 -0.2946 -0.2946 2.5136

##

## Coefficients:

i Estimate Std. Error z value Pr(>|z|)

## (Intercept) -3.1167  0.2285 -13.637 < 2e-16 %kx

## Flameyes 1.9943  0.2498  7.984 1.42e-15 xk
-

## Signif. codes: 0 "kxk' 0.001 '*x' 0.01 'x' 0.05 '.' 0.1 '
##

## (Dispersion parameter for binomial family taken to be 1)
##

#%  Null deviance: 845.42 on 999 degrees of freedom

## Residual deviance: 755.46 on 998 degrees of freedom

#
#
#

AIC: 759.46

Number of Fisher Scoring iterations: 5

1
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exp(coef (logmodell))

## (Intercept)  Flameyes
##  0.0443459  7.3471173
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exp(coef (logmodel2))

## (Intercept) TBSA
## 0.03525643 1.08911645
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Typ Argument | Beschreibung
mli, m2i__| Vektor fir die Mittelwerte

. sdli, sd2i | Vektor fiir die Standardabweichungen
nli, n2i Vektor fiir Stichprobengréfen

[{]=Experimentalgruppe, [2)—Kontrollgruppe
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Typ Argument | Beschreibung
ai Vektor 4-Feldertafel oben links

oR bi Vektor 4-Feldertafel oben rechts
o Vektor 4-Feldertafel unten links

di

Vektor 4-Feldertafel unten rechts
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TB positiv | TB negativ
Experimentalgruppe tpos tneg
Kontrollgruppe cpos cneg





image13.png
Korrekturfaktor

mit Freiheitsgraden df




image14.png
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Mixed-Effects Model (k = 13; tau"2 estimator: DL)

tau"2 (estimated amount of residual heterogeneity): 0.5596 (SE = 0.4045!
tau (square root of estimated tau"2 value): 0.7480
I°2 (residual heterogeneity / unaccounted variability): 92.45%
H"2 (unaccounted variability / sampling variability): 13.24
R"2 (amount of heterogeneity accounted for): 0.00%

Test for Residual Heterogeneity
QE(df = 10) = 132.3676, p-val < .0001 t

Test of Moderators (coefficients 2:3):
QM(df = 2) = 1.4349, p-val = 0.4880

Model Results:

estimate se zval pval ci.lb ci.ub
intrept -0.5125 0.5421 -0.9454 0.3444 -1.5751 0.5500
allocrandom -0.4780 0.6286 -0.7605 0.4470 -1.7099 0.7540

allocsystematic ~ 0.1042 0.6822 0.1528 0.8786 -1.2329 1.4414

Signif. codes: 0 '*x' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
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FEEEARREENRIRESEEIEERRRE:

Mixed-Effects Model (k = 13; tau”2 estimator: DL)

tau"2 (estimated amount of residual heterogeneity): 0.0633 (SE = 0.0548;
tau (square root of estimated tau"2 value): 0.2516

I°2 (residual heterogeneity / unaccounted variability): 64.21%

H"2 (unaccounted variability / sampling variability): 2.79

R"2 (amount of heterogeneity accounted for): 79.50%

Test for Residual Heterogeneity
QE(df = 11) = 30.7331, p-val = 0.0012

Test of Moderators (coefficient 2):
QM(df = 1) = 18.8452, p-val < .0001

Model Results:

estimate se zval pval ci.lb  ci.ub
intrcpt  0.2595 0.2323 1.1172 0.2639 -0.1958 0.7149
ablat -0.0292 0.0067 -4.3411 <.0001 -0.0424 -0.0160 xx

Signif. codes: 0 '*x' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
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Ein Blick auf die Daten. Verschaffen Sie sich erst einmal einen visuellen Eindruck der
Daten! Dazu haben wir Thnen ein R-Skript namens *plot_MDA.R? vorbereitet, das Sie
sich in RStudio anschauen kénnen. In dem Skript sind einige Funktionen definiert, die
Sie durch einen Klick auf 4 source = in RStudio laden. Alternativ konnten Sie dies auch
aus Threm R-Skript heraus mit Hilfe des source ()-Befehls bewerkstelligen:

source("plot_MDA.R")

Nach dem erfolgreichen Laden sollten drei neue Funktionen in Threm Arbeitsbereich-
Fenster erscheinen. Fiilren Sie die Funktion runProcedure aus, wobei Sie den gesamten
Dataframe iibergeben. Das Ergebnis sollte eine Grafik sein. Falls Thnen das Fenster zu
Klein ist, klicken Sie im Grafik-Fenster auf /& Zoom .

runProcedure (anturan)
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